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Resumen En las carreras “Analista en Sistemas de Computacion” y “Licencia-
tura en Sistemas de Informacion” de la Facultad de Ciencias Exactas Quimicas y
Naturales de la Universidad Nacional de Misiones, hay un espacio curricular per-
teneciente al tercer afio de ambas carreras. Esta materia es obligatoria y cuatri-
mestral. La misma consiste en la gestion integral de proyectos unipersonales de
desarrollo software. Se realizaron encuestas a los estudiantes agregando una va-
riable final de bandera seglin estos llegaban a concluir exitosamente sus proyec-
tos. A partir del analisis de los datos relevados, se logra determinar caracteristi-
cas presentes y proponer un clasificador que ayude a definir la posibilidad de
¢éxito de los estudiantes seglin vayan presentando estas caracteristicas menciona-
das.

Abstract In the "Computer Systems Analyst" and "Bachelor's Degree in Infor-
mation Systems" careers of the Faculty of Exact Chemical and Natural Sciences
of the National University of Misiones, there is a curricular space belonging to
the third year of both careers. This subject is compulsory and four-monthly. It
deals with the management of individual software development projects. Stu-
dents were surveyed adding a final flag variable as they successfully completed
their projects. From the analysis of the data collected, it is possible to determine
present characteristics and propose a classifier that helps define the possibility of
success of the students as they present these characteristics mentioned.

Palabras claves: gestion de proyectos, desarrollo de software, aprendizaje au-
tomatico, graduados informatica

Keywords: project management, software development, machine learning,
computer science graduates
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1 Introduccion

El presente trabajo se realiza en el contexto del proyecto de “Metodologia para la defi-
niciéon y ponderacion de factores de éxito para procesos de gestion de proyectos acadé-
micos unipersonales de practica profesional supervisada en carreras de informatica”
Codigo 16Q646-PI. En las carreras “Analista en Sistemas de Computacion” y “Licen-
ciatura en Sistemas de Informacion” de la Facultad de Ciencias Exactas Quimicas y
Naturales de la Universidad Nacional de Misiones (FCEQyN-UNaM), hay un espacio
curricular perteneciente al tercer ailo de ambas carreras, de cursado obligatorio cuatri-
mestral, en el segundo cuatrimestre, el cual consiste en la realizacion y ejecucion de
proyectos de desarrollo software. Partimos de un escenario donde se tiene un conjunto
de datos de encuestas a estudiantes de la catedra Trabajo Final y Proyecto Software de
las carreras de Informatica de la FCEQyN-UNaM. Estos datos se han cruzado con la
informacion que determina si han finalizado la carrera pasando a ser graduados en las
mismas. El proyecto de investigacion dio inicio como tal desde el afio 2018, contando
con encuestas realizadas desde el afio 2015 y con analisis iniciales sobre el conjunto de
datos de tipo estadistico principalmente [1],[2],[3] entre otros.

2 Desarrollo

Sobre la Metodologia se selecciona el estandar CRISP-DM [4] el cual cuenta con
distintas fases del proceso de Machine Learning (ML) o Aprendizaje automatico y con
interaccionan entre ellas los cuales para el presente trabajo se van a resumir a cumpli-
mentar la finalidad académica que consiste en proponer un modelo de aprendizaje au-
tomatico, y generar el informe final. Dejando para el ambito del proyecto de investiga-
cion, donde se recolectaron los datos, generar a posterior del presente trabajo una ex-
tension y analisis mas profundo y llevar el modelo a una solucién integrada a una pla-
taforma de consulta como se menciona mas adelante en las lineas futuras.

En cuanto a herramientas para el presente estudio se utilizé Colaboratory, también 1la-
mado "Colab", permite ejecutar y programar en Python en el navegador con las siguien-
tes ventajas: No requiere configuracion. Da acceso gratuito a GPUs. Permite compartir
contenido facilmente. Los notebooks de Colab permiten combinar codigo ejecutable y
texto enriquecido en un unico documento. Los notebooks de Colab son notebooks de
Jupyter que aloja Colab. El lenguaje utilizado es Python, es un lenguaje de programa-
cién promovido por Python Software Foundation utilizado ampliamente para solucio-
nes de aprendizaje automatico por la variedad de librerias implementadas en general es
un lenguaje de programacion interpretado cuya filosofia hace hincapié en la legibilidad
de su codigo.

Se procede en primer lugar a un andlisis de los datos donde segun relevamiento se
agrega el dato de la condicion de cada estudiante a marzo 2021 para determinar si han
finalizado la carrera. Por otra parte, aunque la carrera a la que informan cada estudiante
que pertenece en primera instancia se cataloga como ASC (Analista en Sistemas de
Computacion), LSI (Licenciatura en Sistemas de Informacion) y como tercera opcion
Ambas donde identifica estar inscripto a ambas carreras, se agrega la columna carrera2
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donde se cuantifica el dato para convertirlo en una opcién numérica mas sencilla de
procesar por algunos algoritmos. Teniendo un total de 49 en la opcion Ambas, 30 en
ASC y 6 en LSI. En este punto se plantea la posibilidad de tener como criterio que al
consignar ambas carreras la rigurosidad y exigencia a la que se encuentran es el de la
carrera de mayor grado, en este sentido, se agrega una columna nivelando hacia arriba
donde la opciéon Ambas se unifica con solamente LSI, agregando la columna carrera3
donde se observan solo dos categorias en las carreras, quedando 55 en la opcion 1
donde se agrupan LSI y Ambas y 30 en la opcion donde se encuentran los que cursan
solo ASC. Como se puede observar en la Tabla 1. Asi también se identifica que se
cuenta con 49 no recibidos y 36 si recibidos entre los encuestados indicando que existe
entre los encuestados un 42,35% de recibidos, como se observa en la Tabla 2.

Table 1. Detalle de las carreras existen- Table 2. Cantidad de recibidos
tes en las encuestas
Carrera definida Cantidad Recibidos Cantidad
Ambas 49 SI 49
ASC 30 NO 36
LSI 6

Al visualizar una sola dimensién vemos con respecto al afio de ingreso a la carrera
consignado en la columna ingreso, que se puede observar en la Figura 1, de los encues-
tados la mayor distribucion se encuentra en los afios 2009 y 2015.
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Fig. 1. Ingresos

2.1  Analisis de las relaciones entre los atributos

Una de las mejores formas de comprobar las posibles relaciones o correlaciones en-
tre los diferentes atributos de los datos es aprovechar una matriz de correlacion por
pares y representarla como un mapa de calor. Los mapas de calor muestran datos tabu-
lares numéricos donde los datos se pueden observar plasmados en celdas las cuales
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estan coloreadas seguin el valor contenido, graduando el color en representacion al valor
que contienen. Los mapas de calor son excelentes para hacer que las tendencias en este
tipo de datos sean mas evidentes, particularmente cuando los datos estan ordenados y
hay agrupaciones'.
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Fig. 2. Mapa de calor general

En la practica, los mapas de calor a menudo se usan para mostrar la matriz de coefi-
cientes de correlacion de un grupo de variables, y también tienen un mayor uso en la
visualizacion de la distribucion de datos de las tablas de contingencia. Para lo cual rea-
lizamos una grafica cruzando todas las variables obtenemos la grafica de la Figura 2.

Podemos ver en la figura 2 focos de calor, observando valores de 0.7 o superiores se
puede ver que el valor mas alto es de 0.9 en trabaja y horas de trabajo, siguiendo con
0.8 entre requerimientos y validar, siguiendo 0.7 en gestion y compromiso, lo mismo
para entiendecatedra y comunicacatedra. Con valores por debajo de 0.7 se puede ob-
servar trabaja /horas trabaja con experiencia laboral con 0.6, asi también pruebas con

1. Waskom,M. 2021. seaborn: statistical data visualization. seaborn.heatmap. Re-
cuperado de: https://seaborn.pydata.org/generated/seaborn.heatmap.html
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calidad, base de datos (BD) con metodologia, cliente con comunicacion y Hardware
(HW) con software (SW).

Le siguen en afio (de la consulta, es decir, de cursado de la catedra trabajo final) e
ingreso (afio de ingreso a la carrera) tiene una relacion de 0.5, entendimiento con vali-
dar, metodologia con calidad y pruebas, competencias con gestion y compromiso,
cliente con incompleto, requerimientos con comunicacion, entendimiento y calidad.

Si dejamos los valores menores a 0.5 para otro analisis y focalizandose para el pre-
sente analisis en las relaciones con valores iguales o mayores a 0.5 terminamos defi-
niendo un total de 15 relaciones entre variables a ser analizadas. En la Tabla 3 se pueden
observar las variables con valores en el mapa de calor iguales o mayores a 0.5 No se
ven relaciones de valores mayores a 0.5 con respecto al atributo de recibidos.

Table 3. Variables con valores en el mapa de calor igual o mayores a 0.5.

variable BD (base de datos), calidad, competencias, compromiso, co-
munica cdatedra, comunicacion, cliente, entendimiento, en-
tiende catedra, experiencia laboral, gestion, horas_trabajo,
HW (hardware), metodologia, incompleto, ingreso, pruebas,
requerimientos, SW (software, trabaja), validar

Ademas, hay otras variables que inicialmente se pensaron que podrian tener relacion,
pero en el mapa de calor no se ven influencias considerables estas variables se ven en
la Tabla 4.

Table 4. Variables que inicialmente se creian de influencia y en el mapa de calor tienen valores
menores a 0.5

Variables con va-  Alejado, cambios, carrera, costes, experiencia lenguaje, ex-
lores menores a periencia tema, legislaciones, materias
0.5

Los gradientes en el mapa de calor varian segun la fuerza de la correlacion y puede ver
claramente que es muy facil detectar atributos potenciales que tienen fuertes correla-
ciones entre ellos. Otra forma de visualizar lo mismo es usar diagramas de dispersion
por pares entre los atributos de interés. Al observar los focos de calor es que pasamos
a analizar la relacion entre las variables de interés.

Al visualizar las variables de requerimientos y validar y cruzandolos con recibido,
se obtiene la figura 3. donde se observan los graficos de densidad y de puntos de las
variables seleccionadas relacionadas con la variable denominada recibido.

3 Propuesta de un modelo de clasificacion
Sobre el modelo propuesto mencionamos el modelo de regresion logistica es un método

estadistico para predecir clases binarias como la que tenemos en este planteo que es
recibidos o no recibidos. El resultado o la variable objetivo es de naturaleza dicotomica.
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Dicotomico significa que solo hay dos clases posibles. Es un caso especial de regresion
lineal donde la variable objetivo es de naturaleza categoérica. Utiliza un registro de pro-
babilidades como variable dependiente. La regresion logistica predice la probabilidad
de ocurrencia de un evento binario utilizando una funcién /ogit.

Aunque habitualmente se trata sobre procesos dicotomicos, también puede ser usada
para estimar procesos politdmicos, con sucesos con mas de dos categorias.

Atributos de Estudiantes analizado por pares
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Fig. 3. Diagrama de dispersion variable de gestion, compromiso, entiendecatedra y comunica-
catedra

El algoritmo toma como entrada una serie de datos X y genera a la salida una variable
Y=h 6 (x) con uno de dos posibles valores: 0 o 1. A estos valores de salida se les
denomina clases o categorias. El objetivo de la Regresion Logistica es clasificar de
forma automatica estos datos en las dos categorias existentes. Esto equivale a encontrar
una frontera que permita separar los datos en dos agrupaciones diferentes.

Ecuacion de regresion lineal:

he(x)=00+01x1+062x2 €))

Como eleccidn inicial, se decide aproximar y como una funcion lineal de x como se
observa en la funcion 1 esta funcion representa el modelo de regresion lineal [5] y se
aplica dentro de la libreria numpy de phyton por medio de la funcién LogisticRegres-
sion. Aqui, las 8 i son los parametros (también llamados pesos) que parametrizan el
espacio de mapeo de funciones lineales de X a Y. Cuando no hay riesgo de confusion,
eliminaremos el subindice 6 en h 0 (x), y lo escribiremos mas simplemente como h (x)
que sera la variable dependiente y x1, x2 y Xn son variables explicativas.

Cuando tenemos una variable de tipo binaria y la codificamos en =y 1, el ajuste del
modelo de regresion lineal se puede realizar por minimos cuadrados pero en estos casos
al existir multiples variables algunos valores podrian brindar resultados distintos a 0 y
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1, por otra parte algunas probabilidades podrian estar fuera del intervalo entre [0,1] por
este motivo la misma libreria permite por medio de la aplicacion de la funcion logistica
sigmoide transformar el valor devuelto por la regresion lineal en un valor comprendido
entre [0,1]. Para ello se cambia la forma de la hipétesis h 6 (x). Quedando como se
detalla en la funcion 2 1a hipotesis h 0 (x).

— T —
hoG) = g(6™x) =

(2)
Doénde
(2) = !
gz T 14e®

€)

En la funcion 3 vemos funcion logistica o funcion sigmoidea [5]. La funcidn sigmoidea
es una funcion matematica que tiene una curva caracteristica en forma de “S”, que
Sransforma los valores entre el rango 0 y 1. La funcién sigmoidea también se llama
curva sigmoidea o funcion logistica. Es una de las funciones de activacion no lineal
mas utilizadas ya que muchos procesos de aprendizaje automatico, e incluso sucesos
naturales muestran una aceleracion considerable intermedia al cambio de estado con
periodos de adaptacion entre estados, esta evolucion es descrita por la funcion sig-
moide. Los datos transformados inicialmente al tratar las entradas o atributos de cada
tupla de datos dan como resultado un rango continuo de valores. Sin embargo, para el
proceso de clasificacion requiere un rango discreto (0 6 1, es decir s6lo uno de dos
posibles valores), el cual se puede obtener con la funcion de activacion. Esta funcion
tiene un comportamiento no lineal, y en el caso de la Regresion Logistica se usa la
funcion sigmoidal mostrada en la Funcion 3.

3.1 Diseiio de Pruebas modelo de clasificacion

Con respecto a la libreria sklearn>** se analiza la propuesta implementada del clasifi-
cador de regresion logistica (también conocido como logit, MaxEnt).
Esta clase implementa la regresion logistica regularizada usando la biblioteca "libli-

near", los resolvedores"newton-cg", "sag", "saga" y "lbfgs".

2. Rodrigo, J. M., 2020. Machine learning con Python y Scikit-learn. Recuperado
de: https://www.cienciadedatos.net/documentos/py06 _machine learning pyth
on_scikitlearn.html

3. scikit-learn developers. 2020. Modelos lineales, Linear Models. Recuperado de:
https://scikit-learn.org/stable/modules/linear model.html

4. scikit-learn developers. 2020. Manual de la libreria sklearn.linear model.Li-
nearRegression. Recuperado de: https://scikit- learn .org/stable/modules/genera-
ted/sklearn.linear model.LinearRegression.html

Memorias de las 51 JAIIO - ASAI - ISSN: 2451-7496 - Pagina 42



ASAI, Simposio Argentino de Inteligencia Artificial

Los resolvedores "newton-cg", "sag" y "lbfgs" solo admiten la regularizacion L2 que
es la seleccionada para las pruebas. El resolvedor "liblinear" admite la regularizacion
L1y L2, con una formulacion dual solo para la penalizacion L2 por lo cual se opta por
utilizar L2. La regularizacion de Elastic-Net solo es compatible con el solucionador de
"saga". [6]

Teniendo en cuenta aquellas variables con mayor dependencia que finalmente son
compromiso, gestion, requerimientos, validar, entiende cdtedra y comunica catedra.
Cruzando con la variable que identifica si se recibieron o no. Se busca crear un modelo
que permita identificar a cudl grupo pertenecen. Debemos considerar como en todo
problema de clasificacion en donde tenemos que etiquetar por ejemplo entre “positivos”
0 “negativos” o entre multiples categorias (recibidos, no recibidos).

Solemos encontrar que en nuestro conjunto de datos de entrenamiento contamos con
que alguna de las clases de muestra es una clase “minoritaria” es decir, de la cual tene-
mos muy poca cantidad de muestras. Esto provoca un desbalance en los datos que uti-
lizaremos para el entrenamiento de nuestra maquina, se podria decir que el grupo de
recibidos es menor que los no recibidos, pero el resultado de las encuestas por lo menos
el 42,35%, al aislar solo estos datos para armar nuestro modelo vemos que hay datos
faltantes por lo cual se procede a suprimir estos datos faltantes y se conservan 32 casos
recibidos y 46 no recibidos siendo los recibidos un 41% de los datos los representan
como se muestra en la Figura 4.

Para verificar el nivel de asertividad de nuestra propuesta podemos utilizar una ma-
triz de confusion, trabajando con métricas: precision y recall donde la precision de una
clase define cuan confiable es un modelo en responder si un punto pertenece a esa clase,
y el recall de una clase expresa cuan bien puede el modelo detectar a esa clase.

Frecuencia por observacion de casos

-] -] 8

Numero de ¢as0s

Recibados sino

Fig. 4. Datos reducidos con atributos seleccionados segtin el grado de influencia

Se procede a crear los modelos definiendo las etiquetas y las caracteristicas en las
variables X e y y luego dividimos lo que seria el conjunto de entrenamiento y prueba
(cabe destacar que se realizaron un total de 98 pruebas variando en el modelo caracte-
risticas como el tamaifio del conjunto de pruebas y de entrenamiento, el factor de penalti
que determina la regularizacion del modelo y que si no se quiere aplicar se deja este
parédmetro en “none”, los revolvedores y determinando el nivel de precision brindado
por el modelo donde en la tabla 5 se observa solamente un subconjunto de estas pruebas
donde se filtraron los resultados donde se obtuvieron mejores valores de precision.
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3.2 Anailisis del Modelo Clasificador propuesto

Con la finalidad de explicar el analisis realizado sobre cada uno de los 98 modelos
es que a continuacion en la en la Figura 5 vemos la matriz de confusion para nuestro
modelo de clasificacion propuesto como ejemplo, con un determinado conjunto de pa-
rametros descriptos en la tabla 5 como prueba 8 (una de las 98 pruebas realizadas) y
con class weightdict="none”. Se explican a continuacion los datos extraidos de este
modelo a fin de explicar el analisis realizado.

Se observa en la clase 1 correspondiente a los 46 no recibidos que se han reconocido
bien 7 reales y 4 falsos (es lo que nos interesa detectar) vemos en la clase 2 de los 32
casos de recibidos 11 que fueron falsamente reconocidos como no recibidos y solo 2
correctamente reconocidos como recibidos.

La exactitud (Accuracy) del modelo es basicamente el nimero total de predicciones
correctas dividido por el numero total de predicciones. En este caso da
(7+2)/(11+7+4+2)= 37.5%.

La Precision de una clase define cuan confiable es un modelo en responder si un
punto pertenece a esa clase. Para la clase no recibidos es 7/(7+11)=38.8% y recibidos
es 2/(2+4)=33,3%

El Recall de una clase expresa cuan bien puede el modelo detectar a esa clase. Para
no recibidos es de 7/(7+4)=63.6% y para recibidos es 2/(2+11)=15.3%.

El/La score/puntuacion F1 de una clase se define como la media armonica de preci-
sion y recall (2 x precision x recall / (precision+recall) siendo para no recibidos
(2*0.388%0.636)/(0.388*0.636)=0.481 y para recibidos
(2*0.333%*0.153)/(0.333*0.153)=0.209 digamos que combina precision y recall en una
sola métrica. Por lo general en la matriz de confusion se pueden dar diferentes combi-
naciones

0.39 0.64 0.a8 1
0.33 0.15 0.21 13

sc
o
1
y 0.38 24
9 0.36 .40 0.35 24
9 6.36 0.38 0.34 24

macro ave
weighted ave

Fig. 5. Matriz de confusion para la propuesta del clasificador. Prueba 8 conjunto de entrena-
miento 0.7. Tabla 5 y con class_weightdict="none”, Modelo base sacando tuplas con datos fal-
tantes
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1. Caso 1: Alta precision y alto recall: el modelo maneja perfectamente esa clase

2. Caso 2: Alta precision y bajo recall: el modelo no detecta la clase muy bien, pero
cuando lo hace es altamente confiable.

3. Caso 3: Baja precision y alto recall: El modelo detecta bien la clase, pero también
incluye muestras de otras clases.

4. Caso 4: Baja precision y bajo recall: El modelo no logra clasificar la clase correcta-
mente.

En este caso podemos observar que contamos para los no recibidos nos encontramos
en el caso 3 y para los recibidos, caso 4. Tomando criterios de bajo y alto con un corte
en torno al 50% se podria decir que no son muy acertados los datos en esta clasificacion,
considerando que se propuso a modelo que tome un 70% de los datos para entrena-
miento y el resto para prueba. También se puede observar que tenemos valor superior
de precision en la clase Mayoritaria que son los no recibidos y un bajo recall en la clase
Minoritaria que son los recibidos.

Luego se realizan varias corridas del modelo variando tinicamente el pardmetro que
indica el tamafio de datos para entrenamiento, teniendo un total de nueve pruebas re-
gistradas en la tabla 5, donde se observa que los mejores valores de rendimiento corres-
ponden a las pruebas donde en cada uno de los datos observados se consiguio una pre-
cision igual o mayor a 0.5. Como se observa que estos datos se obtuvieron con valores
del conjunto de datos de 0.9 y 0.7 respectivamente es que se plantea realizar mas prue-
bas variando otros parametros que justifiquen mejor los resultados obtenidos.

Se plantea la posibilidad de mejorar el conjunto de entrenamiento ante un posible
desbalance de las muestras. Se utilizara una estrategia de ajuste de parametros del pro-
pio algoritmo para intentar equilibrar a la clase minoritaria penalizando a la clase ma-
yoritaria durante el entrenamiento [1]. En logisticregression tenemos el parametro
class_weight= “balanced” un pardmetro adicional en el modelo de Regresion logistica
en donde indicamos weight = “balanced” y con esto el algoritmo se encargara de equi-
librar a la clase minoritaria durante el entrenamiento. Los resultados alterando este pa-
rametro se observan en la tabla 5.

No se conocen margenes de precision numéricamente considerados como aceptables
para cada modelo, ya que esto podria depender de la naturaleza de los datos, del pro-
blema analizado y de su comparativa con otros métodos de clasificacion si existieran.
En este trabajo se pretende conseguir una precision mayor al 70% como aceptable y
mayor al 90% como deseable. Esto es debido a que por medio de la encuesta se preten-
den asignar recursos dentro de las catedras para elevar los indices de los estudiantes
pertenecientes al grupo de recibidos.
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Fig. 6. Matriz de confusion para la propuesta
del clasificador. Prueba 1 conjunto de entre-
namiento 0.9 Tabla 5 class weightdict
="none”. Modelo base sacando tuplas con da-
tos faltantes.

precisio recall fl.score support

Fig. 7. Matriz de confusion para la propuesta
del clasificador, penalizando a la clase mayo-
ritaria. Prueba 1 Tabla 5
class_weightdict="balanced”.

Table S. Subconjunto de pruebas realizadas variando el conjunto de entrenamiento y con
class_weightdict="none”, variando el conjunto de entrenamiento y con class_weightdict="bal-
anced”, variando el conjunto de entrenamiento con solver 1bfgs y con class weightdict="bal-
anced” y variando el conjunto de entrenamiento con solver liblinear y con class_weightdict

="balanced”
S - N ~
- 2 5 2 o —| | 3
s 2l = 2 . E = 2| g| g| 2| 2 = S| 2
9 = = I 1) .20 e ol = 8 9] o 5 g 5]
9 R sl ©o g 2 o g gl 2| ©| 2] o 2 =9 E
E £ © S 2 z -2 2l =] = 38| 5 =y = 5
& = a =] @ o 2 Zl s 8 gl o 2 2 3
£ g 21 8| 8| 2| gla|2
c & & e
new-
ton- 0,8 0.5
1 09 [I2 1 1 cg none 0,83 10,5 0,5 [0,8]0 |6 2 0,75
new-
ton- 0,8 10,3 10,8 (0,3
9 0,7 |12 1 1 cg none 0,79 104 3 (3 |1 18 6 0,71
new-
ton- 0,9 10,2 10,7
4 0,7 (12 1 1 cg none 0,6 10,75 04|13 11 0,63
new-
ton- 0,6 10,1 10,4 (0,2
8 0,7 |12 1 1 cg none 039 1033 |4 [5 |8 |1 |11 13 0,38
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new-
ton- 0,6
5 0,9 |12 1 1 cg balanced [0,67 |1 1 10510817 |4 4 0,75
new-
ton- 0,6 0,6
1 0,9 |12 1 1 cg balanced | 0,8 0,67 10,8 (7 [0,8]7 |5 3 0,75
new-
ton- 0,6 10,7 10,6 10,7
7 0,8 |12 1 1 cg balanced [0,71 (0,67 |2 |5 [7 [1 |8 8 0,69
new-
ton- 0,510,7
4 0,8 |12 1 1 cg balanced | 0,6 0,73 10,5 {08 [5 |6 |6 10 0,69
0,8 0,8
5 0,8 |12 1 1 Ibfgs |balanced | 1 0,71 |2 {1 [09]3 |11 5 0,88
0,7 10,6 10,5
8 0,7 |12 1 1 Ibfgs |balanced | 0,8 043 10,55 (2 |5 |l6 8 0,58
0,6 10,3 10,5
9 0,7 |12 1 1 Ibfgs |balanced [0,53 (0,444 |2 |6 [7 [04]13 11 0,50
0,2 10,510,2
7 0,7 |12 1 1 Ibfgs |balanced [0,56 [0,25 0,6 12 (8 [4 |15 9 0,46
libli- 0,8 10,8
1 09 |12 1 1 near |balanced |1 0,75 (0,8 |1 9 |6 |5 3 0,88
libli- 0,8 10,6 10,7
7 0,7 |12 1 1 near |balanced (0,73 10,78 [5 |4 |9 ]0,7[13 11 0,75
libli- 0,5 0,6 10,5
4 0,8 |12 1 1 near |balanced [0,86 0,44 |5 0,8 |7 |7 |11 5 0,63
libli- 0,7 0,6 10,5
3 09 |12 1 1 near |balanced [0,6 0,67 [5 [05(7 |7 |4 4 0,63

Con la propuesta del modelo balanceado se consiguieron los siguientes datos. Luego
se realizaron mas pruebas variando basicamente los parametros trainign_set, solver y
class_weight. Considerando como comparativa la precision (accuracy). Se observa que
los mejores valores se logran con el resolvedor 1bfgs, class weight balanced y train-
ing_set=0,8 como se puede ver en la tabla 5 y con resolvedor liblinear, class weight
balanced y training_set=0.9 como se observa en la tabla 5.

En ambos modelos se logra una precision de 88% pero en el segundo caso es donde
esta precision mantiene valores elevados, por encima del 50% en 7 de los 9 casos de
prueba contra 3 de 9 casos de prueba. Por este motivo se podria decir que el resolvedor
liblinear es el que mas se ajusta para este conjunto de datos, lo cual segtin la bibliografia
de la libreria es el resolvedor recomendado cuando se cuenta con un conjunto de datos
pequeiios.
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4 Conclusiones

En el presente trabajo se toma un conjunto de datos relevados de datos de encuestas
realizadas a estudiantes de carreras de grado que se encuentran en la etapa de realiza-
cion de su proyecto integrador de desarrollo de software. Luego se cruzan estos datos
con el estado o situacion final de cada uno de los estudiantes al momento de realizacion
del presente trabajo determinando si se han recibido o no.

Se logra establecer por medio del analisis de los datos que existen relaciones entre
los datos relevados segun los diagramas analizados en las figuras 2 y 3 estableciendo
cruce entre las variables que demostraron tener relaciones mas marcadas en el mapa de
calor. Estas relaciones en primera instancia no parecen determinar caracteristicas es-
trictamente diferenciales entre ambos grupos, pero si permiten identificar algunas ten-
dencias como ser los problemas al momento de la gestion del proyecto, el compromiso
con el mismo, la capacidad de relevar y validar requerimientos y la comunicacién con
el cliente como los mas relevantes.

Al momento de clasificar los grupos se presenta la propuesta de un modelo de regre-
sion logistica debido a la naturaleza dicotomica de los grupos. Para ellos se prueban
diferentes parametros de modelo y se logra presentar una propuesta con un margen de
precision de 88% en la prediccion de la pertenencia a los grupos como se observan en
la Tabla 5. Lo cual se considera razonablemente aceptable debido a que se obtienen
margenes de precision mayores a un 70% que era lo esperado inicialmente.

En cuanto a la importancia de las variables. Cabe destacar como se observa en la
figura 2 en el mapa de calor realizado para definir las caracteristicas que se usarian para
el modelo de clasificacion de regresion lineal, esta seleccion de variables se realizd
incluyendo los valores mas altos donde 0.7 se observa entre en trabaja y horas de tra-
bajo, siendo un factor importante que el estudiante trabaje y dedique horas de trabajo
en su rutina diaria, siguiendo con requerimientos y validar, se puede destacar como
entender, identificar y validar requerimientos es un factor altamente relacionado a la
culminacion de los trabajos integradores finales con los cuales se graduan, siguiendo
gestion con compromiso con un valor de 0.6, lo cual indica la importancia en la gestion
del tiempo y el compromiso que asumen en la realizacion del proyecto, lo mismo para
entiendecatedra 'y comunicacdtedra que se relaciona a entender lo que se espera de sus
trabajos y la comunicacion con la catedra que es la que realiza el trabajo de tutoria o
guia académica.

5 Trabajos futuros

A partir del andlisis realizado en el presente trabajo se pretende seguir realizando las
encuestas para recaudar afio a afio mas datos de manera permanente. También analizar
otras variables relevadas en la encuesta, como también las incluidas en este trabajo que
al aislarlas del resto podrian determinar dependencias mas fuertes. Proponer y comparar
los resultados obtenidos con otros clasificadores de Maquinas de Vector Soporte
(SVM) que implementan otros kernels (como ser radial o redes neuronales NN). Probar
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el modelo con otras técnicas de validacion como Validacion Cruzada (Cross Valida-
tion). Finalmente luego de probar otros clasificadores se pretende llevar el modelo a
una solucion integrada para su ejecucion mediante una plataforma de consulta.
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