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Abstract. Las floraciones de cianobacterias son crecimientos masivos de estos
microorganismos acudticos, que tienen alta relevancia ecoldgica, sanitaria y
econdmica. Las instituciones publicas y privadas responsables de la gestién de
cuerpos de agua no siempre cuentan con personal especializado, por lo que
disponer de herramientas automaticas, precisas y sencillas que sirvan de soporte
para su deteccién y caracterizacién es de suma importancia. Proponemos una
soluciéon basada en Machine Learning para el reconocimiento de cianobacterias
formadoras de floraciones mediante dos fases: deteccion y clasificacién. Para
medir la calidad de nuestra propuesta, se utilizé un dataset propio de imagenes
de cianobacterias de diversos cuerpos de agua de Argentina, siendo los géneros
seleccionados los principales responsables de floraciones en Argentina en base
a relevamientos previos. A través de una red SOM para la deteccién de
cianobacterias y una red CNN pre-entrenada para la clasificacién de géneros, se
alcanzaron resultados muy prometedores, considerando la poca disponibilidad
de muestras, la complejidad de los microorganismos y su poco tratamiento en la
literatura.
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1 Introduccion

Las cianobacterias (phylum Cyanobacteria) son un grupo de microorganismos
fotosintéticos oxigénicos que se encuentran principalmente en cuerpos de agua
continentales (lagos, lagunas, embalses, rios). Con un total de 5844 especies
agrupados en mas de 200 géneros [6], estos microorganismos pueden generar
sobrecrecimientos masivos denominados floraciones (blooms) cuando las condiciones
ambientales son propicias. Estas floraciones, que suelen estar dominadas por una o
pocas especies, representan un importante problema ambiental, sanitario y econémico
debido a la produccién de toxinas y olores, con un impacto negativo en la salud
humana, la fauna y los costos asociados a la potabilizacion del agua. En las dltimas
décadas, las floraciones han aumentado en intensidad y frecuencia debido a la
eutrofizacién antrépica y al cambio climatico, y la tendencia indica que seguiran
aumentando globalmente [2,4]. Esta situacion plantea un desafio para las instituciones
encargadas de la gestion ambiental de los cuerpos de agua dulce, quienes deben contar
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con sistemas de monitoreo eficientes que incluyan alertas tempranas para detectar el
inicio de las floraciones de cianobacterias. La implementacién de este sistema
requiere personal capacitado en la identificacion taxondémica de estos
microorganismos y en la estimacién de su abundancia, lo cual conlleva tiempo y
recursos especializados cada vez mas escasos.

En la ultima década, el uso de Machine Learning (Aprendizaje Automatico) para
la identificacion taxonémica de algas y cianobacterias, dio lugar a publicaciones con
resultados que destacan la importancia de ahondar en esta linea. Mosleh et al. [9]
utiliza procesamiento de imagenes y redes neuronales sobre un dataset de imagenes de
muestras de agua de un lago de Malasia donde se incluyen 3 géneros de cianobacteria
y 2 de algas, totalizando 100 iméagenes por género. Para el reconocimiento y
clasificacion utilizaron una Multilayer Perceptron (MLP) de 3 capas, con una capa de
entrada de 21 neuronas, una capa oculta de 8 y una capa de salida de 5, alcanzando
una precision de 93%. Schulze et al. [11] proponen un enfoque similar para la
identificacion de fitoplancton en Alemania. En este caso el dataset estd conformado
por 10 clases (10 especies, incluyendo 1 cianobacteria), con 600 imagenes por clase.
Presentan una MLP con 2 capas ocultas (la primera con 50 neuronas y la segunda con
30), donde la capa de entrada recibe caracteristicas de formas, texturas, dimension,
entre otras, obteniendo una precisién de 94.7%. Gandola et al. [5] proponen la
clasificacion de 5 géneros de cianobacterias filamentosas y dan un reporte detallado
por imagen: cantidad, género y dimensiones de las células detectadas en el dataset que
consta de imagenes de cianobacterias recolectadas en lagos de Italia, conteniendo 120
por clase. Para clasificar los géneros, usaron 17 indicadores numéricos y 15
pardmetros de superficie. La clasificacion se realizé a través de un modelo Random
Forest (RF) de 200 arboles. Informan una matriz de confusion (de test) con valores de
clasificacion correcta que varian del 89.1% al 100%. Mas recientemente, Baek et al.
[3] presentan una solucién basada en Deep Learning para la deteccién, identificacién
y conteo de células de cuatro géneros de cianobacterias. El dataset esta constituido por
250 imagenes por clase provenientes de muestras de rios de Corea del Sur. La
identificacion de cianobacterias es realizada a través de una Fast R-CNN mientras que
el conteo de células de Microcystis es a través de una CNN.

A diferencia de los trabajos previos, nuestro estudio se enfoca en utilizar un
dataset propio de cianobacterias de Argentina. Seglin una revision reciente sobre la
distribucién de cianobacterias formadoras de floraciones en nuestro pais [10], se ha
observado que los géneros mas abundantes en los cuerpos de agua afectados por este
fenémeno son Anabaenopsis (8%), Cylindrospermopsis (7%), Dolichospermum
(33%), Microcystis (21%), Planktothrix (3%), y Raphidiopsis (11%). Aguilera et al.
[1] también presentan a los géneros Cylindrospermopsis, Dolichospermum y
Microcystis como los més abundantes de las floraciones en Argentina. Nuestro
estudio propone el uso de Machine Learning para generar una herramienta que detecte
la presencia de cianobacterias y clasifique los géneros mas frecuentes que causan
floraciones en Argentina. Este enfoque tiene como objetivo facilitar una respuesta
temprana ante el riesgo de floraciones nocivas para la salud y el ambiente mediante el
procesamiento de imagenes de muestras de agua en laboratorio.
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2 Materiales y Métodos

El dataset se compone de imagenes obtenidas de muestras tomadas de diversos
cuerpos de agua de Argentina: lagos urbanos de la Ciudad Aut6nomas de Buenos
Aires (Lugano, Rosedal), lagunas pampeanas de la provincia de Buenos Aires (Cuero
de Zorro, Chascomts, Los Horcones, Lobos, Hinojo, Gémez, Los Coipos), lagos y
lagunas patagénicas (Cervecero, La Sofiada), embalse Ramos Mexia de El Chocon,
rios (Rio Uruguay, Rio de la Plata); y de cultivos de laboratorio.. En base a los
trabajos de Aguilera et al. [1] y O’Farrell et al. [10], se seleccionaron los géneros de
cianobacterias mas frecuentes en floraciones toxicas en la Argentina. Las muestras de
los cuerpos de agua se tomaron con red de fitoplancton, para el andlisis cualitativo en
un microscopio 6ptico (Olympus CX41), y/o se obtuvieron sin concentrar para el
analisis cuantitativo mediante el método de Utermohl (1958) [15] con un microscopio
optico invertido (Olympus CKX31). En el caso de los cultivos, las imagenes se
obtuvieron con el mismo microscopio 6ptico, durante el andlisis cuantitativo con
camara de Palmer. El dataset es heterogéneo, con imagenes de dimensiones variadas
(desde 259*195 hasta 2048*1536 pixeles) y resoluciones desde 96 a 300 ppi; consta
de 20 imagenes del género Anabaenopsis, 18 de Cylindrospermopsis, 20 de
Dolichospermum, 21 de Microcystis, 21 de Planktothrix y 23 de Raphidiopsis. En Fig.
1 se presentan algunos ejemplos de imagenes de las muestras de cada género que son
tratadas.
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Fig. 1. Imagenes del dataset.

Este trabajo comprende 2 etapas; en primer lugar la deteccion de cianobacteria a partir
de una imagen y si corresponde, la clasificacion segtin su género. Para la deteccion, se
us6 un mapa auto-organizado (SOM, conocido como mapas de Kohonen) [8] por su
rapidez, calidad de los resultados y posibilidad de evaluacién numérica de la red. El
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modelo SOM desarrollado toma como datos de entrada el dataset de imagenes, las
cuales son pre-procesadas y luego reducidas en su dimensién aplicando Componentes
Principales [7]. Una vez entrenado, el modelo es evaluado usando un conjunto de
imagenes de cianobacterias que no pertenecen a los géneros elegidos.

Para las pruebas se consideraron los siguientes parametros (basados en
experimentos previos): redimension de la imagen de entrada — [(168,200), (205,250),
(246, 300)]; iteraciones —[1000, 5000, 10000]; sigma - [0.5, 1, 2] ; learning rate —
[0.001, 0.5]; grilla— [(20, 20), (25, 25), (30,30)]; vecindario — [triangle, gaussian,
mexican hat].

Respecto a la clasificacién de géneros, y considerando la caracteristicas del dataset,
se propone el uso de CNN. La eleccion estd motivada por los excelentes resultados
que han tenido en clasificaciéon de iméagenes. Por otra parte, una forma de trabajar con
ellas es usando redes previamente pre-entrenadas con grandes bases de datos y
adaptarlas al problema de estudio. En nuestro caso se usaron: la red profunda residual
ResNet-18 [12], la red profunda separable MobileNet-v2 [13] y la red basada en el
aprendizaje de capas de arquitecturas Inception conocida como GoogleNet[14];
previamente se aplicaron tareas de preprocesamiento sobre las imagenes.

A los efectos de una comparaciéon més objetiva de los modelos para clasificacion
de género de cianobacterias, fueron considerados los siguientes parametros:
redimension de la imagen de entrada — [(134,160), (168,200), (205,250), (246, 300)];
epochs - [50, 100]; batch_size - [16, 32, 64]; learning rate — 0.001; y optimizador
- ADAM.

Para el entrenamiento y prueba de los 3 modelos basados en CNN pre-entrenadas,
se dividi6 el dataset en 80% para entrenamiento y 20% para prueba. Del total de
imégenes para entrenamiento, se us6 un 20% para validacion.

3 Resultados y analisis

Respecto a los experimentos realizados sobre el modelo SOM, los mejores valores de
los parametros son: redimensién de imagen - (205,250), iteraciones— 10000,
sigma— 1, learning rate 0.5, grilla—-(25,25), vecindario - gaussian. El error de
cuantizacion del modelo entrenado fue de 0.94. Para la prueba de deteccion, se usé un
umbral de 0.90 sobre el mayor error de cuantizacion de los datos de entrada del
modelo. Se usaron 25 imdgenes externas al dataset y se calcul6 el error de
cuantizacién correspondiente. En todos los casos, los mismos estuvieron por encima
del umbral usado. Los resultados alcanzados indican que el modelo SOM ha sido
correctamente entrenado para distinguir cianobacterias incluidas en el dataset respecto
de otros géneros. En Fig. 2 se muestra la convergencia del modelo y la deteccién
correspondiente.

En cuanto a las pruebas sobre clasificacion de géneros, de acuerdo a los
experimentos realizados, los mejores resultados en etapa de prueba se alcanzaron con
los siguientes valores de parametros/hiper-parametros: epochs — 100, redimension de
imagen —» (205,250), batch_size — 16. El mejor valor de accuracy (o precisién) fue
84% alcanzado por ResNet-18 y MobileNet-v2, y 76% para GoogleNet; si bien lo
obtenido por GoogleNet es menor, no deja de ser una alternativa ya que utiliza menos
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recursos. S6lo a modo de ejemplo, en Fig. 3 se presenta la convergencia del modelo
GoogleNet durante la fase de entrenamiento.
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Fig. 2. a) arriba, se muestra la convergencia del modelo SOM estabilizadndose luego de
6000 iteraciones aproximadamente. b) abajo, se muestra la clasificacién obtenida sobre las
25 imagenes externas usadas para test, donde cada punto representa el error de cuantizacién
de la imagen externa i-ésima; se observa que en todos los casos, los errores asociados estan
por encima del umbral (linea horizontal de color rojo).

4 Conclusiones y Trabajo Futuro

Este es el primer trabajo de ML sobre un dataset local de imagenes por microscopia
de cianobacterias en Argentina que tengamos conocimiento. El uso de la metodologia
propuesta arrojo resultados alentadores a pesar del bajo nimero de imagenes que
contiene el dataset, de resoluciéon heterogénea y de morfologia similar de algunos
géneros. Los resultados obtenidos en fase de deteccién y clasificaciéon indican una
eleccién correcta de técnicas basadas en procesamiento de imagenes, reduccién de
dimensién y modelos (SOM y CNN pre-entrenadas) e hiper-parametros asociados. El
préximo paso serd analizar nuevas muestras de diversos cuerpos de agua que
presentan los géneros seleccionados para obtener imdgenes con una metodologia
estandarizada de manera de incrementar el tamafio del dataset. Ademés del
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reconocimiento taxonémico, se espera incorporar el recuento automatico y estimar el
biovolumen de los organismos. Esta informacion es necesaria para establecer el nivel
de riesgo para diversos usos de los cuerpos de agua por parte de la sociedad, y suele
ser dificil de obtener, debido a que se necesita personal especializado, es un trabajo
tedioso y lento, lo que resulta critico en una situacién de emergencia sanitaria
generada por floraciones de cianobacterias.
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Fig. 3. a) arriba, se muestra la convergencia del accuracy (precisién) del modelo
GoogleNet en fase de entrenamiento (incluida la validacién). b) abajo, el valor de loss
(funcién de pérdida) cercanos a 0.
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