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Abstract. El glioblastoma multiforme (GBM) es el tumor cerebral primario
mas agresivo y de peor prondstico en adultos. Aunque raramente metastatiza, su
alta capacidad invasiva es considerada una de las causas de su casi inevitable
recurrencia, lo que reduce su sobrevida media a aproximadamente 15 meses. En
este trabajo se propone desarrollar una aplicaciéon (GBManalizerApp) capaz de
segmentar de manera tridimensional y automatica el GBM, discriminando la
masa tumoral activa de su necrosis interna y del usualmente extenso y difuso
edema periférico. La aplicacién es Matlab-dependiente. El método de pre-
procesamiento de imdagenes utiliza el software SPM12. El algoritmo de
segmentacion implementado combina técnicas clasicas de procesamiento de
imagenes con una red neuronal del tipo perceptrén multicapa alimentada por
caracteristicas radiomicas seleccionadas a partir de imagenes de resonancia
magnética (RMN) en sus cuatro modalidades basicas. La herramienta CAD
(Computer Assisted Diagnosis) desarrollada permite: 1) Cargar las imagenes de
RMN en sus principales modalidades (T1, Tlc, T2 y FLAIR) y formatos
(DICOM o NifTI). 2) Anonimizar las imagenes. 3) Modificar su visualizacién
ajustando el tamafio y/o contraste. 4) Pre-procesar las imagenes (corregistrar a
una misma plantilla anatémica, interpolar a una misma resolucién y extraer el
craneo). 5) Segmentar las imagenes. La comparacién entre nuestro método de
pre-procesamiento y el de los desafios anuales de segmentacién de tumores
cerebrales (BraTS) arroja una correlacién méaxima media del 81%. El método
de segmentacién, por su lado, ha demostrado una exactitud del 83.9% y
coeficientes de similitud Dice del 89.3, 80.7, 79.7 y 66.4% para la region de
interés (ROI), tumor activo, edema y necrosis, respectivamente.La
GBManalizerApp aqui propuesta y disponible online sienta las bases para el
desarrollo local de una nueva herramienta CAD de utilidad clinica en el
diagnéstico y tratamiento del glioblastoma multiforme.

Keywords: Glioblastoma multiforme, Segmentacion automética, App,
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1 Introduccion

Los gliomas, tumores derivados de células madre o precursores gliales, son, junto con
los meningiomas, los tumores cerebrales primarios mas frecuentes [13,29]. Dentro de
este grupo, el glioblastoma multiforme (GBM) o astrocitoma de grado IV, es el mas
agresivo y de peor pronéstico [9,24]. Aunque raramente metastatiza, su alta capacidad
de invadir tejido cerebral periférico sin que esto pueda ser visualizado por los
métodos de diagndstico convencionales es considerado una de las causas de su casi
inevitable recurrencia, lo que reduce su sobrevida media a aproximadamente 15
meses. Esto plantea un importante desafio a la oncologia actual, para lo cual la
radiémica médica profunda, especialmente la aplicada a iméagenes de resonancia
magnética (RMN) multimodales, puede resultar de gran utilidad [22,7].

La radiémica médica es un campo del analisis de imagenes médicas que se
enfoca en la extraccién, por métodos computacionales, de numerosos rasgos o
caracteristicas cuantitativas relacionadas con la intensidad, textura y forma de la
imagen, que pueden eventualmente traducirse en informacién de relevancia clinica.
En los ultimos afios, esta especialidad ha incorporado métodos del aprendizaje
automdtico [31,28]. Una etapa inicial y fundamental de la radiémica es la
segmentacion de la region de interés (ROI), lo que debe hacerse en forma automatica
debido a la gran cantidad de imagenes que maneja.

Se ha utilizado ampliamente la radiémica en la segmentacién, diagnostico,
prondstico, evaluacién del tratamiento, detecciéon de pseudo-progresion, y prediccion
de recurrencia o sobrevida del GBM [1]. Sin embargo, los modelos basados en esta
técnica presentan obsticulos que muchas veces impiden que puedan llegar a ser
implementados clinicamente a través de herramientas CAD (Computer Assisted
Diagnosis) [27]. Algunos de estos obstaculos provienen de la falta de estandarizacién
del proceso radiémico y/o la falta de validacién de los modelos derivados [26], para lo
cual se han propuesto criterios ttiles a seguir [15].

La segmentacion automatica del GBM es particularmente compleja no solo
debido a la alta heterogeneidad intra e intertumoral de este tipo de tumor [20], sino
también a que es necesario incluir dentro de la ROI la usualmente extensa y difusa
zona de edema peritumoral, que en gran parte se encuentra infiltrada por células
tumorales [6]. Esto plantea un problema abierto que la Universidad de Pennsilvania
aborda a través de competencias anuales de segmentacién automatica (Brain Tumor
Segmentation o BraTS challenges, https://www.med.upenn.edu/cbica/brats/) [21,5].
Recientemente, se estan utilizando Transformers para lograr este objetivo [19]. En
cuanto a servicios de segmentacion automatica de gliomas de alto grado, la
Universidad Politécnica de Valencia ofrece online ONCOhabitats, patentado en
Espafia =y  Estados Unidos; actualmente bajo  validacion  clinica
(https://www.oncohabitats.upv.es/).

En este trabajo presentamos la GBManalizerApp: una aplicaciéon que logra
segmentar tridimensional y automaticamente al glioblastoma multiforme,
subsegmentando a su vez no s6lo la masa tumoral activa y su necrosis interna, sino
también el amplio y difuso edema peritumoral. El método de segmentacion utilizado
ya ha sido presentado previamente en [23].
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2.  Descripcion del software

2.1 Requerimientos

Para la instalacion del software se requieren al menos 4GB de memoria RAM. La
aplicacion estd diseflada para correr bajo cualquier sistema operativo siempre y
cuando tenga instalado el software Matlab en su version 9.10 o superior
(https://www.mathworks.com/products/matlab.html). Los archivos necesarios para la
instalacién de la aplicaciéon GBManalizerApp.exe pueden descargarse del repositorio
Github: https://github.com/amulet1989/GBManalizerApp.

2.2 Principales pantallas de la aplicaciéon

La aplicacion GBManalizerApp esta disefiada en primer lugar para cargar, anonimizar
y visualizar series de imagenes de RMN de pacientes con GBM en sus cuatro
modalidades béasicas estructurales, a saber: T1, T1c (T1 con contraste de gadolinio),
T2 y FLAIR (FLuid Attenuated Inversion Recovery). Las mismas pueden cargarse en
los formatos mas comunes de imagenes médicas: DICOM (.dcm) o NIfTI (.nii), a
través del menu “File” de la pantalla de carga (Fig. 1, panel superior). Si las
imagenes se cargan en DICOM, la aplicacién convertira todos los ficheros DICOM en
un tnico fichero NIfTI, formato que usa internamente.

& MATLAB App

Illl.

*har?
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Fig. 1. Principales pantallas de la aplicacién. Panel superior: Pantalla de carga de imagenes de
RMN. Panel central: Pantalla de manipulacién del contraste en los diferentes cortes cerebrales.
Panel inferior: Pantalla de pre-procesamiento y segmentacion.

La aplicacién permite la anonimizacion de las imagenes a través del paquete
“dicomanon” de Matlab, asi como la modificacion de su visualizacién a través de la
pantalla de visualizacién (Display controls, Fig. 1, panel central). Marcando el check-
box de la modalidad de RMN deseada y oprimiendo el botén “Adj. Contrast”, se
abrira una nueva ventana que permite modificar el contraste de las imagenes. Ademas
se cuenta con las utilidades de ampliacién o reduccién “Zoom in” y “Zoom out”, asi
como con la posibilidad de guardar las imagenes en diferentes formatos.

En el caso de que las imagenes no se carguen ya pre-procesadas, se debe presionar
en la pantalla de pre-procesamiento y segmentacién el botén “PREPROCESSING”
para realizar su pre-procesamiento (Fig. 1, panel inferior). Finalmente, al oprimir el
botén “SEGMENT” la aplicacién ejecutara el algoritmo de segmentaciéon y abrira una
nueva ventana mostrando, para todos los cortes cerebrales, las segmentaciones del
tumor activo, la necrosis y el edema. Asimismo, el panel de volimenes indicara los
volumenes correspondientes a cada una de estas zonas (el nucleo tumoral o “core”
incluye al tumor activo y la necrosis).

2.3  Método de pre-procesamiento

El algoritmo de segmentacion que utiliza la aplicacién necesita del procesamiento
previo de las iméagenes (corregistro en la misma plantilla anatémica, interpolacién a
una resolucién comin de 1 mm? y extraccién del créneo) de las imagenes. Para definir
este proceso se utilizaron 20 casos en formato DICOM sin preprocesar de la coleccion
TCGA-GBM (The Cancer Genome Atlas - Glioblastoma,
https://doi.org/10.7937/K9/TCIA.2016.RNYFUYEY) perteneciente al repositorio de
datos TCIA (The Cancer Imaging Archive) [11]

Luego de pasar las iméagenes al formato NifTI, se utiliza el paquete
“matlabbatch” de Matlab en cada uno de los pasos de pre-procesamiento. Este
paquete, desarrollado por el laboratorio Freiburg Brain Imaging, Alemania
(https://www.uniklinik-freiburg.de/fbi.html), presenta un entorno para ejecutar
programas Matlab y estd configurado para ejecutar funciones del SPM12 (Statistical
Parametric Mapping 12, https://www.fil.ion.ucl.ac.uk/spm/software/spm12/). El
SPM12, desarrollado por el Wellcome Centre for Human Neuroimaging del
University College of London (https://www.fil.ion.ucl.ac.uk), es ampliamente
utilizado en la comunidad de neurociencias para analizar diferentes tipos de
neuroimagenes y contiene un conjunto de funciones, scripts y archivos de datos que,
junto a algunas rutinas en C compiladas externamente, implementan un mapeo
parameétrico estadistico. E1 SPM12 es ademas un software libre y de cédigo abierto
que ha permitido durante la dultima década visualizar, analizar y modelar
neuroimagenes de manera precisa y eficiente [12,14].

Un esquema general del pre-procesamiento efectuado se observa en la Fig. 2. En
primer lugar se reescala la modalidad T1 respecto de una plantilla T1 normalizada con
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un volumen isotrépico de 1mm?, utilizando cuadrados minimos y una transformacién
lineal espacial de 6 pardmetros (cuerpo rigido) [14]. Luego, las imagenes se
corregistran de modo de lograr una correspondencia espacial maxima con la plantilla
normalizada y se guardan bajo el prefijo “r_". A continuacién, las tres modalidades
restantes se reescalan y corregistran respecto del volumen T1 ya procesado a través de
una interpolacién no lineal B-spline de grado 4 [111, 112, 113], y las imégenes
resultantes se guardan bajo el prefijo “cr_”.

Plantilla T1 Reescalado

240 x 240 x 155 pixels y corregistro

Voxel de 1 mm? v 255 x 255 x 22 pixels

T1 del paciente Reescalado Tlc, T2y FLAIR
i del paciente
240 x 240 x 155 pixels | ¥ corregistro REES

Voxel de 1 mm? * 255 x 255 x 22 pixels

Tlc, T2y FLAIR
del paciente

T1 del paciente

240 x 240 x 155 pixels
Voxel de 1 mm?®

Eliminacion del craneo

Fig. 2. Esquema del pre-procesamiento de las imagenes de RMN de GBM.

Finalmente, se elimina el craneo y tejidos blandos (como los ojos) de las imagenes
utilizando el método propuesto en Ashburner et al. [2], que presenta la opcién de
segmentar, corregir el sesgo y normalizar espacialmente. Este tipo de segmentacién
discrimina 5 tipos de tejido (materia gris, materia blanca, hueso, tejidos blandos y
liquido cefalorraquideo) de acuerdo a mapas que definen la probabilidad de encontrar
un tejido determinado en una coordenada cerebral especifica. En una reciente version
del SPM12 se ha afiadido una optimizacioén consistente en normalizar espacialmente
las iméagenes en un espacio estandar, comparando la materia gris de la imagen con una
referencia de materia gris [3]. Para obtener la mascara del cerebro sin craneo, se
realiza la unién de las méascaras de materias gris, materia blanca y liquido
cefalorraquideo devueltas por el algoritmo de segmentacion.
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2.4 Método de segmentacion

El algoritmo de segmentacién que ejecuta la aplicacién ya se ha descripto en
profundidad en Mulet de los Reyes et al. [23]. Sintéticamente, el mismo esta basado
en una combinacién de métodos clasicos de procesamiento de imagenes y una red
neuronal supervisada.

En una primera etapa se definen pre-segmentaciones utilizando el método de Otsu
multiumbral [30], los contornos activos de Chan-Vese [8] y la erosién con elementos
estructurales. En una segunda etapa, las pre-segmentaciones se corrigen a través de
una red neuronal del tipo perceptrén multicapa [25] con una capa oculta de 80
neuronas que se alimenta de 30 caracteristicas radiémicas extraidas y seleccionadas a
partir de las cuatro modalidades béasicas de RMN. Esta red, entrenada utilizando
principalmente  la  base de  datos del desafio  BrATS = 2020
(http://braintumorsegmentation.org/), clasifica cada voxel de la imagen en una de
cuatro clases posibles: tumor activo, necrosis, edema o tejido sano. De esta manera se
define una arquitectura de red 80:30:4. El tiempo de procesamiento promedio es de 6
minutos, pudiendo variar de acuerdo a las caracteristicas del hardware utilizado.

3.  Performance de la aplicaciéon

3.1 Pre-procesamiento GBManalizerApp vs. BraTS

Los algoritmos utilizados por el BraTS para el pre-procesamiento en Python son
diferentes a los implementados en Matlab por el SPM12. Sin embargo, se intentd
dentro de lo posible reproducir al méaximo el pre-procesamiento del BraTsS, asi como
ejecutar el procedimiento con minimos requerimientos de hardware. La bases de datos
de GBM del BraTS contienen imagenes de RMN de las cuatro modalidades basicas
pre-procesadas por medio de las herramientas avanzadas de neuroimagenes ANT
(Advanced Neuroimaging Tools) [4]. Esto implica que las imdagenes son: 1)
convertidas del formato DICOM al NIfTI por medio del software de conversion
dcm2niix [18], 2) interpoladas a una resolucion constante de 1 mm?3, 3) corregistradas
a una misma plantilla anatémica y 4) sometidas a la extraccién de craneo y tejidos
blandos mediante el método HD-BET, basado en un aprendizaje automatico profundo
[16].

Como el método de segmentacion utilizado por la aplicaciéon se desarrollo
utilizando un pre-procesamiento BraTS, era necesario evaluar de qué manera y en qué
medida un método de pre-procesamiento diferente podia afectar tanto al pre-
procesamiento como a la segmentacién de las imagenes. La Fig. 3 muestra, para tres
casos de GBM, la diferencia entre el pre-procesamiento obtenido por ambos métodos.
En general se observa una buena correspondencia cualitativa entre ambos (primer
fila). Sin embargo, en algunos casos se presentan diferencias en cuanto a la cantidad
de craneo extraido, que suele ser mayor con el pre-procesamiento SPM12 (segunda
fila).

Finalmente, en una minoria de los casos se produce un corrimiento entre los cortes
cerebrales resultantes de ambos métodos, en los que observan traslaciones en el eje z
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(tercer fila). En el caso presentado, el slice 68 de ambos métodos no coincide con el
mismo corte cerebral. Esto puede deberse a que nuestro método utiliza el algoritmo de
interpolacién B-spline de grado 4 para reescalar la serie de imagenes, mientras que el
método BraT$S aplica una interpolacién lineal. Utilizar la interpolacién lineal con el
SPM12 no resulté conveniente en nuestro caso debido a que se producia cierta
degradacio6n en la resolucién de las imagenes.

Fig. 3. Imagenes de RMN pre-procesadas con el pre-procesamiento BraTS (izquierda) o
SPM12 (derecha) para tres casos de GBM.

3.2 Segmentacion GBManalizerApp vs. BraTS

La aplicacién puede segmentar tanto imagenes que se incorporan ya pre-procesadas
en formato NIfTI como iméigenes originales salidas del resonador en formato
DICOM. La Fig. 4 ejemplifica 3 casos de GBM segmentados por la aplicacién a partir
de imagenes ya pre-procesadas, por lo que las diferencias con los ground truth o
segmentaciones de referencia definidas por expertos y aportadas por la base de datos
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s6lo provienen del método de segmentacion utilizado. En este caso, se observa una
buena correlacién cualitativa con los ground truth. Cuantitativamente, el algoritmo de
segmentacion ha demostrado una exactitud del 83.9% [23].

..

Fig. 4. Imagenes de RMN segmentadas segun el ground truth (segunda columna) o por nuestra
aplicacién (tercer columna), para tres casos de GBM. Blanco: tumor activo. Negro interno:
necrosis. Gris: edema.

La Tabla 1 detalla algunas métricas estandar definidas para este tipo de
segmentaciones y derivadas del algoritmo de segmentacién utilizado: el coeficiente de
similitud Dice, la distancia de Hausdorff 95 (HD95), el valor limite F1 (BF score), la
sensibilidad y la precision [23].

Tabla 1. Principales métricas utilizadas para testear el algoritmo de segmentacion utilizado por
la aplicacién, consideradas para cada uno de los volimenes segmentados.

ROI Tumor activo Edema Necrosis
Dice (%) 89.33 80.69 79.67 66.41
HD95 (mm) 5.39 7.79 7.17 8.98
BF score 87.27 79.04 86.49 75.66
Sensibilidad 87.04 82.74 76.11 71.67
Precision 92.62 80.56 85.24 65.79
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La Fig. 5 grafica, para 20 casos de GBM y cada zona de interés, las diferencias entre
los voliimenes de segmentacion obtenidos por nuestra aplicacion vs. los derivados del
ground truth del BraTS, pero en este caso se ha afiadido el paso previo de pre-
procesamiento de las imdagenes utilizadas. Se observa, a nivel cualitativo, que las
diferencias no parecen ser significativas. A modo de cuantificacién, se presenta a la
izquierda de la Tabla 2, para cada zona de interés, el error medio absoluto y
porcentual [10] de nuestra metodologia.

Ground truth

Tumor activo ®Segmentacién

Ground truth

Necrosis @Segmentacién

60000

50000
.
40000

30000 =

Volumen (

20000

[

L]
Volumen (mm3)

L]

[

- 10000 -

20 o 5 10 15 20

Caso clinico Caso clinico

Ground truth

Edema ®Segmentacion

160000,
140000, ]
120000

100000 L]

80000 @ L] >

Volumen (mm3)

60000 o5 .
40000 . > 8
20000 .

o
(] s 10 15 20

Caso clinico

Fig. 5. Volumen (mm3), para 20 casos de GBM, de cada una de las 4reas segmentadas (tumor
activo, necrosis o edema), calculado por nuestra aplicacion (esferas negras) vs. el derivado del
ground truth del BraTS (cuadrados grises).

Tabla 2. Izquierda: Error medio absoluto (EMA) y porcentual (EMP) del volumen de
segmentacion calculado por nuestra aplicacién para cada zona de interés, tomando como
referencia al del BraTS. Derecha: Correlacién maxima entre las segmentaciones obtenidas por
nuestra aplicacion y las del ground truth del BraT$, para la ROI completa.

Tumor activo

Edema Necrosis

Correlacion maxima ROI

EMP (%) 14.94

8.90

12.40

2.83

17.14

Media

Desv. est.

0,81

0,06

Por otro lado, a la derecha de la Tabla 2 se informa la correlacién méaxima entre las
segmentaciones de la ROI completa obtenidas por nuestra aplicacién y las
correspondientes a los ground truth del BraTS. La correlacién maxima se define
como el mayor coeficiente de la matriz de correlacién cruzada normalizada obtenida a
través de un proceso de coincidencia de patrones o pattern matching [17] entre ambos
tipos de segmentaciones.

Puede inferirse que, en general, los errores medios se encuentran dentro de un
rango aceptable y que una correlaciéon méaxima del 81% es relativamente alta. Hay que
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tener en cuenta, asimismo, que estas diferencias observadas implican tanto las
derivadas del método de pre-procesamiento como las provenientes del método de
segmentacion.

4. Conclusiones

En este trabajo se presenta la aplicacion GBManalizerApp, para la segmentacion
automatica y tridimensional del GBM. La misma, desarrollada en Matlab, permite: 1)
La carga de imagenes de RMN en sus cuatro modalidades bésicas y en diferentes
formatos. 2) La anonimizacién y visualizaciéon de las mismas, con opciones de
manejo del contraste y tamafio. 3) El pre-procesamiento por el método SPM12, que
incluye el reescalado, corregistro y extraccién del craneo. 4) La segmentacion de las
tres zonas de relevancia en este tipo de tumor: el tumor activo captante de contraste,
la necrosis interna y el edema periférico, que suele estar invadido por células
tumorales.

El método de pre-procesamiento presenta una buena correspondencia, tanto
cualitativa como cuantitativa, con el método usualmente utilizado por las
competencias BraTS. El método de segmentacion, con una exactitud del 83.9%, esta
basado en técnicas tradicionales de procesamiento de imagenes combinadas con una
red neuronal alimentada por caracteristicas radiémicas. Aunque atn es necesario
probar la eficacia de la aplicacién en la segmentacion de un mayor niimero de casos,
asi como testearla en un ambiente clinico, la misma sienta las bases para el desarrollo
local de una nueva herramienta CAD de utilidad tanto en el diagndstico como en el
prondstico y seguimiento del glioblastoma multiforme.
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