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Abstract. Los antagonistas del receptor de histamina H3 (RH3) emergen como potenciales far-
macos para diversos trastornos neurolégicos como Alzheimer o Parkinson, ademas de su re-
ciente evaluacion en el cancer de mama triple negativo. En este contexto, identificar nuevos li-
gandos antagonistas del RH3 es de gran interés por su amplio espectro de aplicaciones. Este es-
tudio emplea técnicas de machine learning, especificamente, de regresion con el algoritmo Gra-
dient Boosting (XGBoost), para predecir la afinidad de compuestos organicos antagonistas por
el RH3 (pKi) utilizando descriptores moleculares. Se recopild una base de datos con 831 com-
puestos antagonistas con valores de pKi conocidos, a partir de los cuales se generaron represen-
taciones SMILES y se calcularon 1173 descriptores moleculares de baja dimensionalidad. La
base se dividio en conjuntos de entrenamiento (665 registros) y testeo (166 registros). Se entre-
naron y evaluaron 10 modelos diferentes, aplicando validacion cruzada K-fold=5. El modelo
mas destacado alcanzé un MSE de 0.54 y un MAE de 0.50 en el conjunto de entrenamiento, y
un MSE de 0.76 y un MAE de 0.53 en el conjunto de prueba, con un RMSE de 0.72 y 0.87, res-
pectivamente. Este abordaje quimioinformatico propone una metodologia eficaz para el cribado
virtual de potenciales ligandos antagonistas del RH3, acelerando el descubrimiento de nuevos
compuestos terapéuticos.
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1 Introduccion

La histamina es una amina biogénica crucial en procesos fisiologicos y patologicos,
mediando sus efectos a través de cuatro subtipos de receptores acoplados a proteinas
G, entre los que destaca el receptor H3 (RH3). El RH3 se expresa casi exclusivamente
en el sistema nervioso central, donde regula la sintesis y liberacion de histamina y otros
neurotransmisores [1]. Por ello, los antagonistas del RH3 representan una prometedora
clase de farmacos para el tratamiento de trastornos neurologicos, neuropsiquiatricos y
cancer de mama triple negativo [2]. Identificar nuevos ligandos antagonistas del RH3
con adecuadas propiedades farmacocinéticas y seguridad es un area de intensa
investigacion [3].

Las técnicas quimioinformaticas ofrecen un enfoque racional para el descubri-
miento de nuevos ligandos del RH3. Mediante el modelado de relaciones cuantitativas
estructura-actividad (QSAR), es posible explorar las caracteristicas estructurales que
gobiernan la afinidad de compuestos organicos hacia esta diana biologica [4]. En esta
linea, el presente estudio propone desarrollar modelos de aprendizaje automatico para
predecir la afinidad de unioén (pKi) de antagonistas del RH3 a partir de descriptores
moleculares, facilitando asi el cribado virtual de potenciales ligandos.

2 Metodologia

Se recopild una coleccion de 831 compuestos organicos con valores experimentales de
afinidad de unién (pKi) hacia el receptor H3 de histamina, abarcando diversas familias
quimicas. Cada compuesto se representd6 mediante su notacion SMILES (Simplified
Molecular Input Line Entry Specification) y se calcularon descriptores moleculares de
baja dimensionalidad con la libreria Mordred de Python, capturando propiedades fisi-
coquimicas, geomeétricas, topologicas y electrostaticas relevantes. El conjunto de datos
se dividio aleatoriamente en entrenamiento (80%) y prueba (20%). Se entrenaron 10
modelos de regresion XGBoost con distintos hiperparametros, utilizando validacion
cruzada K-fold=5 en el conjunto de entrenamiento. El rendimiento de los modelos se
evalu6 mediante el Error Cuadratico Medio (MSE), la Raiz del Error Cuadratico Medio
(RMSE) y el Error Absoluto Medio (MAE) en los conjuntos de entrenamiento y prueba.
Las métricas en el conjunto de prueba permitieron seleccionar el modelo con mejor
capacidad predictiva.

3 Resultados y Discusion

Se realiz6 un analisis exploratorio de la variable respuesta (afinidad de unidon expresada
como pKi). La variable se encuentra dentro del rango: 1.1 - 10.6, con media: 8.15, me-
diana: 8.30 y una desviacion estdndar: 1.137. Respecto a las variables descriptoras em-
pleadas, se calcularon 1173 descriptores moleculares por molécula. Con estos datos, se
entrenaron y evaluaron 10 modelos de regresion empleando el algoritmo XGBoost con
distintos hiperparametros, cuya performance se observa en la Tabla 1.
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Table 1. Métricas de rendimiento de los modelos en los conjuntos de entrenamiento y prueba.

Modelo Entrenamiento Prueba
MSE MAE RMSE MSE MAE RMSE

1 0.726 0.634 0.849 1.042 0.691 1.021
2 0.993 0.748 0.988 9.203 2.925  3.034
3 0.686 0.570 0.828 0.792 0.533  0.890
4 46.736 6.753 6.836 44968 6.592  6.706
5 9.664 3.008 3.108 0.598 0.849  0.921
6 13.276 3.017 3.644 44964 6.591  6.705
7 1.193 0.798 1.090 46.594 6.718  6.826
8 0.562 0.499 0.742 0.845 0.600  0.919
9 0.529 0.500 0.722 0.763 0.529  0.874
10 0.844 0.667 0.912 0.517 0.733  0.856

El modelo 9 sobresale por su precision y capacidad de generalizacion. Con una tasa
de aprendizaje (eta = 0.055488) que promueve un ajuste efectivo y progresivo, y una
regularizacion L1 (alpha = 0.060220) que favorece la simplicidad del modelo, este en-
foque reduce la complejidad y mejora la robustez. El alto submuestreo de columnas
(colsample bytree = 0.811337) afiade variabilidad, y un nimero elevado de iteraciones
de boosting (num_round = 220) permite un aprendizaje exhaustivo. Esta configuracion
de hiperparametros explica su rendimiento superior, resultando en un modelo altamente
eficaz y confiable para predecir sobre nuevos datos, consiguiendo predecir el 75% de
los datos de prueba con menos del 8% de error.

La relacion entre valores predichos y observados (Fig. 1) revela anomalias por de-
bajo de 6. Esto se debe a que la base de datos presenta valores insuficientes de pKi para
ese rango de afinidad, lo que resulta en un sesgo en el entrenamiento del modelo y
limita su precision en este rango. La presencia de estos valores anomalos resalta la ne-
cesidad de un conjunto de datos mas completo para mejorar la capacidad predictiva del
modelo.
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Fig. 1. Grafica de dispersion entre los valores de afinidad predicha y observada
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4 Conclusiones

En este estudio se desarrollaron y evaluaron 10 modelos XGBoost para predecir la afi-
nidad de union (pKi) de antagonistas del receptor H3 de histamina, usando 831 com-
puestos y sus descriptores moleculares, logrando modelos con notable desempefio pre-
dictivo. Para el mejor modelo se obtuvo un RMSE de 0.874, en el conjunto de prueba,
siendo este un modelo robusto y generalizable. Sin embargo, la grafica de dispersion
sefiald una limitacion en la prediccion de compuestos con baja afinidad, atribuible a la
falta de datos en ese rango especifico en la base de datos. Para superar este obstaculo y
mejorar el rendimiento general, se propone la incorporacion de descriptores 3D adicio-
nales y la creacion de modelos especializados segun la familia quimica. Esta estrategia
no solo refinara la capacidad predictiva de los modelos, sino que también proveera una
herramienta computacional mas precisa para la identificacién de nuevos candidatos te-
rapéuticos contra el receptor H3 de histamina, optimizando asi el proceso de descubri-
miento de farmacos.
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