ASAID, Simposio Argentino de Inteligencia Artificial y Ciencia de Datos

SplitGen: algoritmo evolutivo para division de
datos en conjuntos pequenos

Lucila Chiarvetto Peraltal[0009—0008—1347—8149] 51,4 Nélida Beatriz
BrignOIGQ,s[0000—0002—4795—2872]

! Universidad Nacional de Tierra del Fuego (UNTDF)
Fuegia Basket 251, Ushuaia, Tierra del Fuego
lchiarvetto@untdf.edu.ar
https://untdf.edu.ar
2 Laboratorio de Investigacién y Desarrollo en Computacién Cientifica (LIDeCC),
Universidad Nacional del Sur (DCIC-UNS),
Avda. Alem 1253, Bahia Blanca, Argentina
3 Planta Piloto de Ing. Quimica (PLAPIQUI), CONICET-UNS,
Cno La Carrindanga Km 7, Bahia Blanca, Argentina.
dybrigno@criba.edu.ar

Resumen La decision comtinmente adoptada en escenarios con abun-
dantes datos, es la divisién aleatoria de los mismos. Sin embargo, cuando
los datos escasean, esta decisién puede no ser la mas apropiada. Se in-
troduce SplitGen que es un algoritmo evolutivo disenado para optimizar
la divisiéon del conjunto de datos basado en un criterio de distancias.
Su enfoque busca garantizar que los subconjuntos sean los més repre-
sentativos posibles del conjunto original, mitigando el riesgo de intro-
ducir sesgos en la evaluacion del modelo. La implementaciéon se realizo
en Python utilizando la libreria DEAP. Se comparé su desempeno con-
tra una busqueda aleatoria, evaluando las soluciones mediante la pseudo
distancia de Mahalanobis y la distancia de Wasserstein. Se observé un
mejor desempenio del algoritmo genético, especialmente cuando el ta-
maifio del conjunto de datos esta entre 1000 y 10000 observaciones, y en
distribuciones uniformes comparadas con las normales, sugiriendo una
mayor dificultad en presencia de curtosis y valores atipicos.

Keywords: Bases de datos pequenas - Algoritmos evolutivos - Distancia
de Mahalanobis - Distancia de Wasserstein - Algoritmos genéticos
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1. Introduccion

El aprendizaje automético (ML, del inglés: Machine Learning) es un subcam-
po de la Inteligencia Artificial que estudia la capacidad de mejorar el rendimiento
en funcién de la experiencia: un programa de computadora analiza datos, de-
sarrolla un modelo a partir de estos y se emplea dicho modelo tanto como una
teorfa del mundo o como un programa capaz de solucionar problemas [I]. En el
desarrollo de estos modelos, en situaciones donde los datos abundan, el mejor
enfoque es dividir los datos de forma aleatoria en tres partes: entrenamiento,
validacién y testeo [2/3].

Los modelos en el aprendizaje automatizado se construyen sobre datos, que
se segmentan para diversas tareas a lo largo del desarrollo del modelo (M). El
conjunto de entrenamiento 7 se usa para construir el M, y durante este pro-
ceso, el modelo pasa por diferentes estados que varian desde subajuste hasta
sobreajuste. El conjunto de validacion x se utiliza para evaluar estos estados y
seleccionar el modelo que muestra un ajuste 6ptimo, es decir, aquel donde el
error de validacién es minimo. Este modelo se considera como el méas adecuado
en términos de su capacidad de generalizar a nuevos datos. Por ultimo, el con-
junto de testeo ¥ ofrece una estimacién imparcial del error de generalizacion del
modelo seleccionado como el mas adecuado.

El aprendizaje profundo (DL, del inglés: Deep Learning) tiene su origen en los
primeros trabajos que intentaron emular algunos aspectos de la biologia cerebral.
Por esta razén, las redes entrenadas por métodos de DL a menudo se denomi-
nan redes neuronales (NN, del inglés: Neural Networks), aunque el parecido con
las células y estructuras bioldgicas sea superficial. Grandes volimenes de datos
son necesarios para utilizar NN [4]. En consecuencia, si se trata de mejorar el
desempefio de un sistema que tiene embebido un componente de DL [5], puede
seguirse distintos enfoques. En particular, mejorar la inicializacién del modelo,
garantizando que en etapas tempranas el gradiente tenga propiedades benéficas
o construyendo grandes espacios de escasez o raleza (del inglés: sparsity).

Las practicas actuales para el desarrollo de una NN dependen fuertemente
del supuesto de la disponibilidad de grandes volimenes de datos. Sin embargo,
en un contexto de bases de datos pequenas, dividir los datos de esta forma no
es recomendable. En primer lugar, debido a que las diferencias en las varian-
zas de los conjuntos de entrenamiento y testeo podrian tener un impacto en la
evaluacién de desempeno de los modelos.

Sea n la cantidad de observaciones de un conjunto de datos, cuando n — oo
es esperable que la Var(y,) — Var(y) por la Ley de los Grandes Nimeros.
Pero cuando tenemos una cardinalidad limitada, la convergencia empirica puede
no satisfacerse. Este argumento sugeriria la necesidad de considerar céomo es
llevada a cabo la divisién de los datos en un contexto de bases de datos pequena
con el objetivo de no introducir un sesgo de seleccién. Por lo que realizarla al
azar podria tener sus riesgos, lo que sugiere la necesidad de un instrumento que
permita particionar los conjuntos de datos.

Se propone encontrar una particién del conjunto de datos que minimice las
diferencias de las varianzas entre los subconjuntos: esto es un problema de opti-
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mizaciéon combinatoria que tiene una complejidad NP-Completo. Esta categoria
de complejidad puede ser resuelta por una maquina de Turing no determinista en
tiempo polinomial [6]. Tal clase de problemas contiene numerosas instancias de
busqueda y optimizacién, para los que se desea saber si hay una cierta solucién
o si existe una mejor solucién que las conocidas.

Los algoritmos evolutivos se basan en la Teoria de la Evolucién Natural y bus-
can soluciones a través de la iteracién aleatoria de un conjunto de estructuras. Se
parte de una poblacién de individuos en un entorno con recursos limitados, don-
de la competencia por esos recursos lleva a una seleccién natural (supervivencia
del mds apto), lo que incrementa la aptitud de la poblacién.

Dada una funcién a minimizar o maximizar, podemos crear aleatoriamente un
conjunto de soluciones candidatas, es decir, elementos del dominio de la funcién.
Entonces, es posible aplicar una funcién de calidad a estos como una medida
abstracta de aptitud. En el caso de que sea un problema de minimizacién cuanto
menor sea este valor, serd mejor la solucién. Sobre la base de estos valores de
aptitud, algunos de los mejores candidatos serdn elegidos para recrear la proxima
generacion.

La generacién siguiente se forma mediante la aplicacion de operadores genéti-
cos a los individuos actuales. Algunos de estos operadores son la cruza y la
mutacién. La cruza o recombinacién es un operador que se aplica a dos o mas
candidatos seleccionados (los llamados padres), produciendo nuevos candidatos.
En el caso de la mutacién se aplica a un candidato y da como resultado un nue-
vo candidato con el que se incorpora nueva informacién. Por lo tanto, ejecutar
estas operaciones conduce a la creacién de un conjunto de nuevos candidatos: la
descendencia.

Luego, estos nuevos individuos tendran la oportunidad de competir segiin su
aptitud (y posiblemente por su antigiiedad) con los mayores por un lugar en la
proxima generacién. Este proceso de seleccién favorece a los mejores individuos.
Este favoritismo puede determinarse dada su aptitud, calculada por una funcién
especifica (del inglés: fitness). Cada uno de estos ciclos de operacién y seleccién
se define como generacién. Luego de un cierto niimero de generaciones se espera
que el mejor individuo o campedn esté razonablemente proximo a la solucién
buscada.

En la seccion siguiente se presenta un algoritmo genético que permite encon-
trar una division del conjunto de datos.

2. SplitGen: Un algoritmo genético para particionar el
conjunto de datos

Siguiendo el criterio propuesto por [7], el nombre del algoritmo dependera
de forma que tomen los individuos, el algoritmo tendra diferentes nombres. Se
llamard algoritmo genético (GA: Genetic Algorithm) si los individuos tienen la
forma de cadenas (secuencias de caracteres) sobre un alfabeto finito. En el alg.
se presenta el algoritmo genético propuesto para dividir un conjunto de datos en
subconjuntos donde se toma como entrada el conjunto de datos y una particién

Memorias de las 53 JAIIO - ASAID - ISSN: 2451-7496 - Pagina 30



ASAID, Simposio Argentino de Inteligencia Artificial y Ciencia de Datos

especifica. La particion se representa como una lista de porcentajes que indican la
proporcién del tamano de cada subconjunto. Esta particién es una secuencia de
longitud arbitraria [, donde cada elemento e debe cumplir la condiciéon 0 < e < 1,
y la suma total de la secuencia debe ser igual a uno (3 e; = 1). Un alelo es uno
de los posibles valores que puede tener un gen. En el algoritmo propuesto, los
alelos pueden tomar algin valor dentro del rango [0,1 — 1] y cada posicién de la
lista representa un gen.

Dado que el conjunto de datos consta de observaciones m, el algoritmo pro-
puesto codifica la division en una secuencia s de longitud m. Cada elemento
de s toma un valor en el rango [0,] — 1], lo que determina a qué subconjunto
pertenece cada observacién del conjunto de datos, asegurando que se cumpla la
cardinalidad indicada para cada subconjunto.

La poblacién inicial se construye como una permutacién aleatoria de la se-
cuencia ordenada de indices que respeta la proporcién indicada por [. Cada in-
dividuo esta representado por una lista de longitud m. Para ilustrar el concepto
supongamos un conjunto de datos de 10 observaciones sera dividido en partes de
7 v 3 unidades, en la fig. [] se puede observar una representacién de la secuencia
que se utilizard para construir toda la poblacién. Cualquier permutacién de esta
secuencia sera un individuo factible que representa una potencial solucién. El
concepto de fenotipo corresponde a una caracteristica del individuo y el genoti-
po es una representacion del fenotipo. En la fig. [2] se muestra representaciones
de las caracteristicas fenotipicas y genotipicas del ejemplo planteado.

El algoritmo incluye operadores de mutacién y cruza. El operador elegido
de cruce es el monopunto que escoge una posicién aleatoria con una distribu-
cién uniforme para cada de ellas. De esta forma se une la parte anterior de un
individuo con la parte posterior de otro.

Esta operacién permite la creacién de individuos que no satisfacen la propor-
cién de divisién del conjunto de datos: permitiendo la creacién de individuos no
factibles. En la[3]se muestra un ejemplo correspondiente al problema planteado,
dénde los padres A y B como resultado del punto de cruce elegido producen dos
hijos A y B. Podria producirse un desbalance en la proporcién de los conjuntos
al momento de cruzarlos, lo que daria lugar a individuos que difieren de la can-
tidad de observaciones que debe tener cada conjunto. Estos individuos que no
respetan el criterio planteado se definen como no factibles, por lo que deben ser
reparados antes de evaluarlos.

Se debe reparar los individuos cuando no se mantienen las proporciones de
las particiones definidas para una secuencia, es esencial para garantizar que la

0 1 2 3 4 5 6 7 8 9
[ PaRTICION 0.7

[l PArTICION 0.3

Figura 1: Ejemplo de secuencia utilizada para construir la poblacién.
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Algoritmo 1 Esquema del algoritmo evolutivo propuesto

Datos de entrada: ConjuntoDeDatos, Particion, Distancia,
TamafioPoblacion (por defecto 30), CantGeneraciones (por
defecto 50), ProbabilidadCruce (por defecto 0.60)

Comienzo
# Crea una poblacién de soluciones aleatorias
poblacion <- InicializarPoblacion(ConjuntoDeDatos, Particion)

campeon <- Ninguno

Para g en el rango(1l,CantGeneraciones):
# Selecciona un subconjunto de soluciones de
# la poblacién actual para reproducirse. Las
# soluciones con mejores calificaciones tienen una mayor
# probabilidad de ser seleccionadas.
desendencia <- Clonar(poblacion)

# Genera nuevas soluciones mediante la combinacién de las
# soluciones seleccionadas. Esto se puede hacer utilizando
# operadores de cruce y mutacién.
para individuo_1, individuo_2 en desdendencia:
Si numero aleatorio < ProbabilidadCruce:
cruzar (individuo_1, individuo_2)

probMutacion = 1 - (0.95 * ( g/ CantGeneraciones)
para individuo en desdendecia:
Si numero aleatorio < probMutacion:
mutar (individuo)

Descendencia <- Mejores individuos (descendencia)
Si la aptitud del mejor individuo Poblacién < a la
aptitud del Campeédn:

# se ha encontrado un nuevo campedn
Campeén <- Nueva mejor solucién

# Reemplazo total de la poblacidén con las nuevas
# soluciones generadas
Poblacion <- Desdendencia

retornar el Campedn

Fin del algoritmo

Memorias de las 53 JAIIO - ASAID - ISSN: 2451-7496 - Pagina 32



ASAID, Simposio Argentino de Inteligencia Artificial y Ciencia de Datos
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Figura 2: Representaciones fenotipica y genotipica de las caracteristicas de los
individuos.
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Figura 3: Cruce que produce individuos factibles
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secuencia de indices resultante sea valida. Una vez que se detecta la necesidad,
se identifica un indice de un conjunto con exceso de elementos y otro de un con-
junto con déficit. Estos intercambios se llevan a cabo iterativamente hasta que
se restaura el balance. Este proceso implica ajustar los elementos en las posicio-
nes antes y después del punto de cruce, garantizando que la particién resultante
cumpla con las restricciones de la particién especificada. Estos intercambios se
realizan hasta que el balance es recuperado, garantizando una la secuencia valida
y que cumpla con las restricciones de la particién especificada. En la fig. [4] se
muestra como uno de los elementos es elegido para recuperar el balance.

Luego, es posible que el individuo sufra una mutacién. En un algoritmo
genético, la tasa de mutacién juega un papel crucial para evitar el estancamien-
to en 6ptimos locales. En este enfoque, la probabilidad de mutaciéon comienza
de manera agresiva para permitir una exploraciéon exhaustiva del espacio de
busqueda. Sin embargo, se reduce de forma adaptativa a medida que avanzan
las generaciones. Este ajuste gradual permite que el algoritmo pase de una fase
inicial de exploracién intensiva a una etapa mas enfocada en la explotacién de
las soluciones mas prometedoras.

Si el individuo fue seleccionado para su mutacion, el operador genético se
resuelve mediante el intercambio del contenido de dos posiciones elegidas even-
tualmente. La probabilidad de mutar un gen es proporcional a la longitud del
individuo, es de esperar no méas de una mutacién por cada uno de ellos.

El operador de seleccién utilizado se conoce como tournament o torneo. Aun-
que es posible que un torneo involucre a méas de dos participantes, en el diseno
actual se realiza con dos individuos especificamente: se compara y selecciona el
mejor individuo entre los dos elegidos al azar para participar del torneo. Este
proceso se repite la cantidad de veces necesaria hasta lograr una nueva pobla-
cién, reemplazando completamente la anterior. El individuo menos apto de cada
generacién perderd todos los torneos. Ademas, el algoritmo implementa elitismo,
asegurando que el campedn, o mejor individuo, permanezca en la poblacién en
todo momento. Asi, la mejor solucién encontrada se mantiene de generacion a
generacion.

POSICION ELEGIDA
PARA RESTAURAR
EL BALANCE

ey ool [1fo]ojofofo]o]
wo A [ I I IR I I I I Lo o L mepamacion

Figura4: Reparacién de individuo no factible
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El algoritmo cuenta con dos funciones de aptitud, la primera estd basada en
la distancia de Wassertein o de movimiento de tierra. Esta distancia se define
como una funcién entre distribuciones de probabilidades en un espacio métrico
M dado. Puede interpretarse como la cantidad minima de “trabajo” requerido
para transformar una pila de tierra en otra. “Trabajo” se mide como el peso de
una distribuciéon que debe moverse multiplicado por la distancia en la que tiene
que ser desplazado.

Teodricamente, esta funcion se define sobre dos distribuciones u y v:

hi(u,v) = Treg?;,v) ( Z ) ol ) (1)

donde:

= [1(u,v) representa la distancia de Wasserstein de orden 1 entre las distribu-
ciones u y v.

= ['(u,v) es el conjunto de todas las medidas de acoplamiento (distribuciones
conjuntas) que tienen u y v como marginales.

= La sumatoria se realiza sobre todos los pares i y j que representan la corres-
pondencia entre los valores de las distribuciones u y v.

= z; y x; representan los valores discretos de las distribuciones u y v, respec-
tivamente.

» 7(x;,x;) representa cudnta masa se transporta de z; en u a x; en v segin
la medida de acoplamiento .

La restante funcién de aptitud es calculada con base en una definicién de
compromiso de la distancia de Mahalanobis propuesta por [?].

Do) = (s = 1) |55+ 5] s = ) ©)

donde:

» Dpr(p, p14) representa la distancia de Mahalanobis entre los vectores de me-
dias p; y p; de las dos distribuciones u y v.

= u; ¥ [tj representan los vectores de medias de las dos distribuciones u y v.

= Y;, X; representan las matrices de varianzas-covarianzas de las dos distri-
buciones dadas por:

o U= (Xi— Loy i) (Xi = 1, - pra)

o D= (X = Lay ) (X5 = Luy - p1y)

e n; y nj son el nimero de observaciones en las distribuciones i y j, res-
pectivamente. Representan el tamano de las muestras en cada conjunto
de datos.

e X; y X; son las matrices de datos para las distribuciones.

e 1,, v 1,, son vectores columna de unos de dimensiones n; x 1 y n; x 1,
respectivamente.
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-1 . . .
. [%(Zl + Z‘j)] es la inversa de la suma promediada de las matrices de
varianza-covarianza.

En lugar de los pardmetros poblacionales, en la implementacion se emplearon
los estadisticos muestrales. Para este cédlculo, se tomaron en consideracion las
medias de cada uno de los atributos y la matriz de varianza-covarianza que
relaciona los valores de la distribucién conjunta de las variables del conjunto de
observaciones.

Con base en estas funciones, la funcién de aptitud es calculada siguiendo:

p(I)
aptitud(D,,, I) = Z distancia(D, Dipartidion,]) (3)

i=1

Doénde:

= D: es el conjunto de datos de longitud m

= [ es una secuencia de longitud m que representa al individuo

» p(I) se define como el max(i;) presente en [

* Diparticion;): se define como el subconjunto de datos indicados por el indivi-
duo que pertenecen a la particion 4

= distancia: funciéon de distancia definida sobre dos conjuntos de datos. En la
implementacién realizada esta funcion puede ser la ec. [1] 6 ec.

3. Resultados

El algoritmo fue implementado en el lenguaje Python usando la libreria
DEAP (acrénimo de Distributed Evolutionary Algorithms in Python) en su ver-
sién v.1.0. Para evaluar el desempeno del algoritmo se disené un conjunto de
experimentos comparandolo con una busqueda aleatoria.

La estrategia de la bisqueda aleatoria (RS: Random Search) se basa en la
creacion de candidatos potenciales al barajar de manera aleatoria una secuencia
de indices predefinida. Cada candidato se evaliia con la misma funcién de aptitud
que la utilizada en su contraparte, ya sea con la pseudo distancia de Mahalanobis
o la distancia de Wasserstein. La RS se repite multiples veces, y en cada iteracién,
se compara la aptitud del candidato actual con la mejor aptitud previamente
registrada. Si el candidato actual supera a la mejor solucién encontrada hasta el
momento, se actualiza el campedn. Al final del proceso de buiisqueda, se almacena
la secuencia del campedn, junto con su aptitud, que representa la solucién éptima
encontrada. En el alg. [2| se muestra el esquema del algoritmo utilizo para la
comparacion.

Se llevo a cabo una evaluacion utilizando dos procesos generadores de datos
(DGP, del inglés: Data Generating Process) distintos, cada una con caracteristi-
cas especificas de curtosis. El primer DGP se basa en la generaciéon de nimeros
aleatorios con una distribuciéon uniforme, mientras que la segunda emplea una
distribucién normal. En este tltimo caso, tanto la media como la varianza se
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Algoritmo 2 Esquema del algoritmo de busqueda aleatoria

Datos de entrada: ConjuntoDeDatos, Particion, Distancia, CantRepeticiones
Datos de salida: Campedn
Comienzo

# Crea una poblacién de soluciones aleatorias
poblacion <- InicializarPoblacion(ConjuntoDeDatos, Particion)

Campeén <- Ninguno
aptitud_campeon <- +Infinito

Para g en el rango(l,CantGeneraciones):

#Genera un nuevo estado aleatorio
candidato <- generar_particion_aleatoria(ConjuntoDatos, Particion)

# Evalda el nuevo estado generado
Si(Distancia= "Mahalanobis")
entonces aptitud_candidato <- aptitudMahalanobis(Candidate,
ConjuntoDatos)
sino aptitud_candidato <- aptitudWassertein(Candidate,
ConjuntoDatos)

#Si el nuevo candidato es mejor que el campeén actual,
#actualiza con la nueva particién generada

Si(aptitud_candidato < aptitud_campeon):
entonces aptitud_campeon <- aptitud_candidato
Campeén <- candidato

retornar Campedn

Fin del algoritmo
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Tabla 1: Particién en k partes realizada con la pseudo distancia de Mahalanobis

Cantidad de observaciones

Uniforme (DC %)

Normal (DC %

)

100
1000
10000
100000

56.04% (+/- 9.48%)
68.27% (+/- 13.78 %)
51.01% (+/- 24.89 %)
31.48% (+/- 31.39%)

56.90% (+/- 10.44%
70.08 % (+/-14.20 %
48.37% (+/- 24.68 %
28.66 % (+/- 24.53 %

)
)
)
)

Tabla 2: Particién en k partes realizada con la distancia de Wassertein

Cantidad de observaciones

Uniforme (DC %)

Normal (DC %)

100
1000
10000

25.43% (+/- 5.67%
28.20 % (+/-6.45%

20.95% (+/- 5.57%
23.47% (+/- 5.41%

NN N

)
)
17.78 % (+/-8.38 %)
)

(
15.92% (+/- 4.32%
11.22% (4/-7.80% (

100000 9.62 % (+/- 5.99 %

generan de manera aleatoria para cada columna del conjunto de datos, siendo
estas columnas los atributos evaluados.

Para la evaluacion de la propuesta se define la diferencia de campeones por-
centual (DC (%)) con el objetivo de ofrecer una medida cuantitativa de la efi-
cacia de GA con RS. Dado que ambos métodos son de naturaleza estocdstica, es
relevante tener un punto de referencia para evaluar el rendimiento del algoritmo
genético. DC (%) permite determinar si el método genético encuentra solucio-
nes significativamente mejores que un método aleatorio, y en qué magnitud. El
algoritmo genético fue evaluado con el valor de sus hiperparametros por defecto.

_Aptitud del campeén RS — Aptitud del campeén GA
Aptitud del campeén GA

DC (%) x 100 (4)

Si DC (%) toma un valor cercano a 0, entonces ambos métodos tienen un
rendimiento similar en términos de funcién de aptitud, sugiriendo que el algorit-
mo genético no ofrece una ventaja significativa. Pero si esta métrica es positiva,
implica que la RS ha encontrado una soluciéon con mayor de funcién de aptitud
lo cual supone una peor solucién. Por tultimo, si la DC (%) es negativa, indica
que la RS ha encontrado una mejor solucién que el GA.

Para cada tamano de conjunto de datos y distribucién se generaron 36 con-
juntos. En las Tab. [1| y Tab. [2| se presentan los resultados para las distancias
de Mahalanobis y Wassertein respectivamente, para la divisién de datos que se
haria para una validacién cruzada en k partes tomando valores del conjunto
3,5,7,9. En las Fig. pa] y Fig. [5D] se muestran graficos de barras de las tablas
reportadas.

En el caso de la Tab. [ se observan los resultados de la evaluacién de las me-
jores soluciones reportadas utilizando la funcién de compromiso de distancia de
Mahalanobis. Mientras que la Tab. [2] se observan los resultados de la evaluacién
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Tabla 3: Particién en tres partes realizada con la pseudo distancia de Mahala-

nobis

Cantidad de observaciones

Uniforme (DC %

Normal (DC %

100
1.000
10.000

59,78% (+/- 8 ,55 %

70,16 % (+/- 19,27 %

60.17% (+/-12,72%

82,31% (+/- 9,40 %

)
)
84,74 % (+/- 4,39 %)
)
)

)
)
80,24 % (+/- 3,30 %)
)
)

100.000(53,77 % (+/- 28,55 %) (62,16 % (+/- 23,62 %

Tabla 4: Particion en tres partes realizada con la distancia de Wassertein
Cantidad de observaciones|  Uniforme (DC %) Normal (DC %)
100(26,41% (+/- 2,60 %)|21,96 % (+/- 3,20 %)

1.000(32,58 % (+/- 4,61 %) 26,89 % (+/- 3,60 %)

10.000(21,89 % (+/- 6,31 %)|16,09% (+/- 8,47 %)

100.000(15,70 % (+/- 7,09 %)|12,09 % (+/- 7,64 %)

de las mejores soluciones reportadas utilizando la distancia de Wassertein. Esto
se evidencia claramente en las Fig. [5al y Fig.

En términos generales, se observa un mejor desempeno de los datos unifor-
memente distribuidos en comparacién con los normales, lo que sugiere que la
curtosis presente en el conjunto de datos supone alguna dificultad en resolver
el problema: la presencia de valores atipicos supone un obstéculo. A su vez, en
ambos casos se observa que entre 100 y 1000 observaciones parece encontrarse el
punto de maximo beneficio de la utilizacién del método de division de los datos
propuesto.

En las Tab. 8] y Tab. [] se presentan los resultados para las distancia de
Mahalanobis y Wassertein respectivamente, para la divisién de datos que se
haria para una validacién cruzada (en tres partes y proporciones de 70 %, 15 %
v 15% respectivamente). También muestra que el punto de mayor beneficio se
encuentra entre las 1000 y 10000 observaciones para ambas distancias.

En la Tab. |3|se observan los resultados de la evaluacién de las mejores solucio-
nes reportadas utilizando la funcién de compromiso de distancia de Mahalanobis.
Por otro lado, en la Tab. [d]se observan los resultados de la evaluacién la aptitud
de las mejores soluciones reportadas utilizando la distancia de Wassertein.

La distancia de Mahalanobis parece tener un mejor desempeno cuando la
divisién de datos es para validacién cruzada, tanto en la distribucién normal
como uniforme. Esto parece mostrar cierta resistencia a los valores atipicos. Es
decir, que de utilizar validacién cruzada se recomienda esta distancia.

La distancia de Wassertein tiene un mejor desempeno cuando la distribucién
de los datos es uniforme. Esto sugiere que en presencia de valores atipicos tendra
un desempeno menor que el esperado, independientemente del mecanismo de
divisiéon que se emplee.
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Observacion e o

(a) Promedios de
las distribuciones

uniforme y nor-
mal segun dife-
rentes cantidades
de observaciones,
basado en la Tab.

[

Figura 5: Promedios

promedios (%)

(b) Promedios de
las distribuciones
uniforme y nor-
mal segun dife-
rentes cantidades
de observaciones,
basado en la Tab.

2l

promedios (6)

(¢) Promedios de
las distribuciones
uniforme y nor-
mal segin dife-
rentes cantidades
de observaciones,
basado en la Tab.

B

Ooservaciones

(d) Promedios de
las distribuciones

uniforme y nor-
mal segin dife-
rentes cantidades
de observaciones,
basado en la Tab.

i

4. Conclusiones y trabajos futuros

Futuras investigaciones evaluaran la transformacién de variables categori-
cas y su impacto en la generalizacién de modelos. Se exploraréd la adecuacién
de distintas métricas, incluyendo la distancia de Hamming y el coeficiente de
similaridad de Gower para datos mixtos.

Se propone redisenar el algoritmo para el ajuste auténomo de los hiper-
parametros para mejorar la adaptacion a variados problemas estadisticos, exami-
nando en particular cémo la asimetria y otras caracteristicas estadisticas afectan
los resultados.

Se observaron diferencias significativas en la distribucién de los datos cuando
la division es aleatoria versus controlada, analizadas mediante las distancias de
Mahalanobis y Wasserstein. Estas métricas reflejaron variaciones segin la curto-
sis de los datos, sugiriendo cautela al generalizar sus impactos en la construcciéon
de modelos de ML. Se identificé el rango éptimo de observaciones entre 103 y
10* para maximizar los beneficios de la divisién controlada de datos.

En este estudio solamente hemos considerado operadores de cruzamiento cuya
aplicabilidad es general. Seria interesante comparar su desempeno con operado-
res disenados especialmente para permutaciones.

Por otro lado, se exploraran otras operaciones de cruce que no requieran
un procedimiento de reparacién, ya que este supone desafios significativos. La
necesidad de intercambiar elementos para mantener las proporciones adecua-
das puede introducir complejidad adicional y afectar la eficiencia del algoritmo.
Ademas, se estudiardn los efectos de estos intercambios en el rendimiento del
modelo y en la calidad de las particiones resultantes. Al investigar métodos de
cruce alternativos, se busca simplificar el proceso y mejorar la robustez del mo-
delo, garantizando al mismo tiempo que las particiones resultantes cumplan con
las restricciones especificadas de manera mas directa y eficiente.

Una tarea de regresién asigna un valor numérico a una entrada numérica. El
DL en datos tabulares enfrenta desafios, especialmente por la falta de evalua-
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ciones comparativas estandarizadas (benchmarks) para problemas de regresion.
A diferencia de la clasificacién en aprendizaje de pocas oportunidades, donde
ya existen benchmarks [9], esto no se ha abordado tanto en la regresién con
datos tabulares. En [10], se sugiere un conjunto de datos limitado: de tamafo
medio (més de 3000 observaciones) con atributos numéricos y heterogéneos. Por
ello, futuros trabajos propondran disenar una bateria de pruebas y evaluar el
algoritmo sobre estas.
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